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(=1 INTRODUCTION

Lalithiase biliaire (ou calculs biliaires) est une pathologie courante, touchant prés de 10 a15 % de la population adulte dans les pays occidentaux. Son diagnostic
repose traditionnellement sur des techniques d'imagerie médicale (échographie, scanner), mais lidentification précoce de facteurs de risque cliniques et
biologiques pourrait permettre une prise en charge plus proactive.

Dans ce contexte, ce projet explore la classification supervisée de la lithiase biliaire a partir de données cliniques nonimagées, issues
d'une cohorte de 319 patients suivis a la clinique Ankara VM Medical Park. L'objectif est de prédire la présence ou I'absence de calculs
biliaires (variable Gallstone Status) en utilisant des variables démographiques, des mesures de bio-impédance et des marqueurs
biologiques.

Approche méthodologique :

-Sélection de caractéristiques : Nous utilisons [méthode attribuée au groupe, ex: Lasso (L1)] pour identifier les variables les plus prédictives.
-Classification : L'algorithme imposé (Régression logistique) est comparé a deux autres modéles (Random Forest et SVM) pour évaluer leur performance.

-Evaluation rigoureuse : Les métriques (accuracy, Fi-score, AUC-ROC) sont calculées via une validation croisée (k-fold=5/10) pour garantir la robustesse des

résultats.

otre démarche, des analyses exploratoires aux résultats finaux, en passant par I'optimisation des hyperparamétres. Les implications pour la

pratique clinique et les limites de I'étude sont également discutées.
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-7 Présentation du dataset

--Source et description du dataset (clinique Ankara VM Medical Park, 319 individus, 38 variables)

Cette étude s'appuie sur des données cliniques collectées auprés de 319 patients suivis a la clinique Ankara VM Medical Park en
Turquie. Le jeu de données complet comprend 38 variables médicales réparties en trois catégories principales : des
informations démographiques (age, sexe, comorbidités), des mesures de bio-impédance (composition corporelle, masse

grasse, hydratation) et des paramétres biologiques (marqueurs sanguins et métaboliques).

-Variables disponibles : démographiques, bio-impédance, biologiques

La base de données comprend trois groupes de variables médicales. Les variables démographiques incluent I'age, le genre et
différentes comorbidités comme les maladies coronariennes et le diabéte, avec comme variable cible la présence de calculs
biliaires. Les mesures de bio-impédance couvrent des parametres corporels complets tels que la taille, le poids, 'indice de
masse corporelle, ainsi que des données détaillées sur lacomposition corporelle comme la masse grasse totale, la masse

musculaire et I'accumulation de graisse hépatique.
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t¢7 Présentation du dataset

Les variables biologiques regroupent des analyses sanguines incluant le profil lipidique avec cholestérol total, LDL et HDL, des
marqueurs hépatiques comme AST et ALT, ainsi que des paramétres rénaux et inflamlnmatoires. L'ensemble permet une analyse
approfondie des facteurs associés aux pathologies biliaires. La structure des données offre des possibilités d'analyse
multidimensionnelle et de modélisation prédictive des risques biliaires.

--Variable cible : Gallstone Status (O =absent, 1= présent)

La variable cible de cette étude est une variable binaire codée comme suit :

0 :indique l'absence de calculs biliaires

1:indique la présence de calculs biliaires

Cette variable constitue le marqueur principal de la pathologie biliaire dans notre étude. Elle permet de différencier les patients
atteints de lithiase biliaire de ceux n'en présentant pas. La détection des calculs biliaires a été réalisée par des méthodes

dimagerie médicale standardisées (échographie abdominale ou scanner).
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Résultats

.
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-Statistiques descriptives globales

Distribution de la variable cible
La variable cible présente une répartition équilibrée avec 161 cas sans calculs biliaires (50.47%) et 158 cas avec calculs biliaires

(49.53%). Cette distribution quasi parfaite entre les deux catégories constitue un atout majeur pour 'étude.
L'équilibre des classes permet une analyse statistique robuste sans nécessiter de techniques de
rééquiliorage. Les effectifs quasi identiques (161 vs 158) offrent une puissance équivalente pour détecter

des associations dans les deux groupes. La taille totale de I'échantillon (319 patients) garantit une bonne

fiabilité des résultats.
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Distribution de la variable cible

Classe Nombre Pourcentage (%)
% 161 50.47

158 49.53
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Statistiques des variables (moyenne, écart-type, min, max)

L'étude porte sur 319 patients présentant des caractéristiques démographiques et cliniques bien équilibrées. La population,
d'unage moyen de 48 ans avec une répartition égale entre hommes et femmes, montre un profil métabolique caractéristique
des populations modernes.

Les mesures anthropométriques révélent un surpoids généralisé avec un IMC moyen de 28,9 kg/m?et une
masse grasse meédiane de 27,8%, indiquant une prévalence importante de surcharge pondérale. Les
parametres biologiques présentent des valeurs légérement élevées pour la glycémie et le cholestérol, avec une
variabilité particulierement marquée pour les triglycérides.

La qualité des données est excellente car il n'y a aucune valeur manquante et des distributions cohérentes pour I'ensemble des

variables mesurées. La variable cible, la présence de calculs biliaires, montre une répartition parfaitement équilibrée entre cas et

témoins.
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o Statistiques des variables (moyenne, écart-type, min, max)
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Corrélation des variables avec la variable cible

Les corrélations révelent une association notable entre la lithiase biliaire et certains marqueurs d'inflammation et
de métabolisme lipidique. La CRP présente la corrélation positive la plus forte (0.3), suggérant un lien avec
I'inflanmation. Des indicateurs d'adiposité comme le TBFR, le TFC et le VFA montrent aussi des corrélations
positives modérées (0.1a 0.2), confirmant le role de 'obésité viscérale.

Alinverse, le HDL est négativement corrélé (-0.2), indiquant un effet protecteur potentiel. Le GFR présente
une faible corrélation négative (-0.1).

Enrevanche, I'dge, le sexe, lacomposition corporelle et les enzymes hépatiques (AST, ALT) ne montrent pas de
lien significatif, ce qui suggére que ces enzymes pourraient étre des conséquences plutdt que des causes de la

maladie.

Cesrésultats soulignent le réle clé de linflammation et du métabolisme lipidique dans la lithiase biliaire.
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3.IMPUTATION PAR LA MOYENNE

C-Reactive Protein (CRP)

Total Body Fat Ratio (TBFR) (%)
Total Fat Content (TFC)
rlipidemia

High Density Lipoprotein (HDL)
Gender

Visceral Fat Area (VFA)

Body Mass Index (BMI)
Alkaline Phosphatase (ALP)
Diabetes Mellitus (DM)

Hepatic Fat Accumulation (HFA)
Obesity (%)

Weight

Corrélation des Variables avec la Variable Cible

Age

Visceral Fat Rating (VFR)

Total Cholesterol (TC)

Glucose

Glomerular Filtration Rate (GFR)
Intracellular Water (ICW)

Alanin Aminotransferaz (ALT)
Comorbidity

Triglyceride

Hypothyroidism

Low Density Lipoprotein (LDL)
Visceral Muscle Area (VMA) (Kg)
Body Protein Content (Protein) (%)
Muscle Mass (MM)

Coronary Artery Disease (CAD)
Height

Total Body Water (TBW)
Creatinine

Aspartat Aminotransferaz (AST)
sllular Fluid/Total Body Water (ECF/TBW)
Extracellular Water (ECW)
Hemoglobin (HGB)

Bone Mass (BM)

Lean Mass (LM) (%)

Vitamin D

°
o
o
~
o
@

Coefficient de Corrélation

s
@
s
N
s

Machine Learning Page 13 of 37




Machine Learning Page 14 of 37



g
- Methode de
selectlon de




Présentation du test Chi?

o Principe et hypothése nulle

Le test du Chi? dindépendance permet de vérifier s'il existe une relation entre deux variables qualitatives (catégorielles). Il
repose sur lacomparaison entre les fréquences observées dans les données et les fréquences attendues si les variables
étaient indépendantes. S'il y a une grande différence, on conclut a une dépendance. Ce test est couramment utilisé pour
évaluer l'influence de variables explicatives discrétes sur une variable cible en classification.

-Hypothése nulle (Ho) : les deux variables sont statistiquement indépendantes.

-Hypothése alternative (H;) : les deux variables sont statistiquement dépendantes

o Justification de son usage pour variables catégoriques/discrétes

Le test du Chi? est utilisé avec des variables catégoriques (comme le genre (gender)) parce qu'il permet de comparer des
comptages dans des groupes. Il est adapté quand on veut savoir si deux catégories sont liées ou non. Comme ces données

ne sont pas des nombres continus mais des groupes ou classes, ce test est le plus approprié.
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Implémentation du Chi* sur le dataset

Dans cette partie, nous réalisons une sélection de variables basée sur le test du Chi? afin didentifier les variables les plus pertinentes pour
prédire la présence ou I'absence de lithiase biliaire.

-Tout d'abord, une copie du dataset des variables explicatives est créée pour éviter toute modification de l'original :

X chi2 =x.copy()

Cette ligne duplique le tableau des variables explicatives et le stocke dans une nouvelle variable appelée x chi2.

-Ensuite, nous remplagons toutes les valeurs négatives par zéro, car le test du Chi? n'est défini que pour des valeurs positives ou nulles. Les valeurs négatives, souvent noninterprétables
dans ce contexte, peuvent fausser le calcul :

X chi2[x_chi2<0]=0

Cela garantit que toutes les données utilisées pour le test sont compatibles avec I'hypothése du Chi2

-Puis, nous appliquons la fonction SelectkBest de scikit-learn, qui sélectionne automatiquement les variables les plus corrélées a la cible selon un critére choisi. Ici, nous utilisons le test du
Ch? comme score de sélection et nous demandons & conserver les 10 meilleures variables :

selector =SelectKBest(score_func=chi2, k=10)

Cette instruction définit le sélecteur en spécifiant la fonction de scoring (Chi?) et le nombre de variables & conserver (k=10).

-Enfin, laméthode fit_transform est appliquée:

X new =selectorfit_transform(x chi2, y)

scores Chi? entre chaque variable explicative et la variable cible y, puis renvoie un nouveau tableau contenant uniquement les 10 variables les plus significatives.

\vec scores et p-values
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Implémentation du Chi sur le dataset
VARIABLES (CHI2?) SELECTIONNEES

Variable Score Chi?

C-Reactive Protein (CRP) 339.60
Obesity (%) 310.91

vitamin D 186.44

Aspartat Aminotransferaz (AST) 74.42
Triglyceride 54.51

High Density Lipoprotein (HDL) 50.77
Total Body Fat Ratio (TBFR) (%) 40.77
Total Fat Content (TFC) 36.18
Alkaline Phosphatase (ALP) 30.71
Alanin Aminotransferaz (ALT) 16.19

Machine Learning
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Présentation de la régression logistique

La régression logistique est une technique statistique fondamentale utilisée pour modeéliser
la relation entre une variable dépendante binaire (ou catégorielle) et une ou plusieurs
variables indépendantes. Contrairement a la régression linéaire qui prédit des valeurs
continues, la régression logistique estime la probabilité qu'un événement survienne, ce qui

en fait un outil privilégié pour les problemes de classification en statistique eten

apprentissage automatique.

el
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o Hypotheses et principe mathématique
Hypotheses cles:

-Nature de la variable dépendante : Requiert une variable réponse dichotomique (0/1)
-Indépendance des observations : Les données ne doivent pas étre corrélées entre elles
-Linéarité : Relation linéaire entre les log-odds et les variables explicatives

-Absence de multicolinéarité : Les variables prédictives ne doivent pas étre trop corrélées
entre elles

-Taille d'échantillon suffisante : Minimum 10 événements par variable prédictive

el
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Fondement Mathématique:

Le modele s'appuie sur la fonction logit qui transforme les probabilités en log-odds :
logit(p) = In[p/(1-p)] = Bo + BX1 + ... + PiX«
ou:

o p=P(Y=1|X) probabilité de 'événement

» Bo=I'ordonnéeal'origine

o [B..i= coefficients des variables Xi..X«

Implémentation sous Python (scikit-learn)
(Voir notebook)

‘Validation croisée k-fold (choix de k=5 et justification)

Avec 319 observations, choisir 5 folds permet un bon compromis entre stabilité des estimations et charge computationnelle. Chaque

fold contient environ 64 données, assurant des mesures fiables tout en gardant suffisamment d'exemples pour I'entrainement.

leur standard préserve la distribution des classes grace a la stratification, évitant ainsi les biais. Un nombre de folds trop élevé

it respectivement la taille des validations ou la précision des évaluations.

et efficace des modéles testés sur ce jeu de données équilibré.
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Fondement Mathématique:

-‘Normalisation ou standardisation

Les variables de cette étude ont des échelles trés différentes (ge en années, poids en kg, CRP en mg/L, diabéte codé O/1), ce qui peut fausser I'analyse.
Sans normalisation ou standardisation, les algorithmes risquent de surpondérer les variables aux valeurs élevées, indépendamment de leur importance
réelle.

Les méthodes sensibles aux distances comme les SVM ou KNN sont particuliérement concemées, mais méme les arbres bénéficient d'une
standardisation pour une meilleure interprétation.

llest donc essentiel de transformer les variables continues (via standardisation ou hormalisation), tandis que les variables binaires peuvent rester
inchangées. Cette étape assure une contribution équitable des variables et une interprétation fiable des résultats.

-Comparaison avec deux autres algorithmes de classification (Random Forest et SVM)

Random Forest

Random Forest est un algorithme d'ensemble basé sur la construction de nombreux arbres de décision indépendants (appelés arbres faibles). Chaque
arbre est entrainé sur un échantillon aléatoire des données avec un sous-ensemble aléatoire des variables. La prédiction finale est obtenue par vote
majoritaire des arbres. Cette méthode réduit le surapprentissage et améliore la robustesse et la précision des classifications, notamment sur des jeuxde
données complexes et non linéaires

SVM (Support Vector Machine)

Le SVM est un algorithme qui cherche a trouver I'hyperplan optimal séparant deux classes dans un espace a plusieurs dimensions, en maximisant la

ints les plus proches de chaque classe (vecteurs supports). Il peut gérer des données non linéaires grace a I'utilisation de noyaux

Ses dans un espace oU une séparation linéaire est possible. SVM est efficace pour des problemes de cla:

les petits jeuxde données.
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&pAnalyse critique
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-Métriques de performance pour chaque modele

L'analyse des métriques révéle des performances globalement similaires en accuracy (0.73-0.75) et Fi-score (0.71-0.74)
pour les trois modéles, mais des différences marquées sur les autres indicateurs.

Le Random Forest domine avec des métriques exceptionnelles : ROC-AUC et MCC parfaits (1.00), MSE nulle et faibles
écarts-types indiquant une grande stabilité. La régression logistique occupe une position intermeédiaire avec le meilleur
recall (0.71) mais un MCC modéreé (0.56) et une variabilité plus importante. Le SVM affiche les performances les plus
limitées avec le recall le plus faible (0.67) et des métriques intermédiaires.

Ces résultats confirment la supériorité du Random Forest, particulierement dans la qualité de ses prédictions
probabilistes, bien que tous les modéles atteignent des niveaux de classification correcte comparables. La convergence
des scores d'accuracy suggere que les différences principales résident dans la précision des probabilités prédites plutot

que dans la classification binaire finale.
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Résultats et analyse

Machine Learning

Accuracy
Fl-score
Recall
MCC

MSE
ROC-AUC

Accuracy
F1-score
Recall
MCC

MSE
ROC-AUC

Accuracy
Fl-score
Recall
MCC

MSE
ROC-AUC

Logistic Regression

+
ek

i

0.04
0.06
0.11

Forest
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-Comparaison des trois modeles

Ce tableau comparatif synthétise clairement la performance des trois modéles de classification. Le Random Forest
s'impose comme le modéle optimal avec les meilleures métriques : MCC et ROC-AUC parfaits (1.00), MSE nulle et
accuracy légérement supérieure (0.75). Ses faibles écarts-types confirment sa stabilité.

Le SVM occupe la deuxieéme position avec une accuracy de 0.73, un ROC-AUC solide de 0.88 et la meilleure stabilité
(écarts-types les plus faibles). La régression logistique, malgré le meilleur recall (0.71), présente les performances les
plus variables avec des écarts-types plus élevés et un MCC modéré (0.56).

Bien que les trois modéles affichent des performances d'accuracy et Fl-score comparables, le Random Forest se
distingue nettement par la qualité exceptionnelle de ses prédictions probabilistes, comme l'attestent son MCC
parfait et son MSE nul. Cette supériorité en fait le choix recommandé, sous réserve de validation sur données

indépendantes pour écarter tout surapprentissage.
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-Comparaison des trois modeéles

TABLEAU COMPARATIF

Accuracy F1-score Recall ROC-AUC
Logistic Regression ©0.75 + 0.04 0.73 £ .06 0.71 % 0.11 -5 - 0.85
Random Forest 0.75 £+ .05 0.74 £+ 0.06 0.73 * 0.10 1. - 1.00
SVM 0.73 £ 0.02 0.71 £+ 0.03 0.67 t 0.07 . . 0.88
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-Discussion sur la qualité des prédictions

Excellence prédictive du Random Forest

Le Random Forest démontre une qualité prédictive exceptionnelle avec des métriques parfaites (MCC et ROC-AUC =100, MSE =
0.00), indiquant une discrimination parfaite des classes et des probabilités trés précises. Cette performance théoriquement
maximale questionne cependant un possible surapprentissage nécessitant une validation externe.

Stabilité contrastée des modeles
La consistance prédictive varie fortement : le SVM affiche la meilleure stabilité avec des écarts-types trés faibles (0.02-0.07),
garantissant des prédictions reproductibles. La régression logistique présente une variabilité notable (écarts-types jusqu'a O.1l),
révélant une sensibilité accrue aux variations des données d'entrainement.

Implications pratiques
Bien que tous les modéles atteignent des niveaux de classification acceptables, la qualité intrinséque différe significativement. Le

Random Forest produit les prédictions les plus fiables et cohérentes, crucial pour des applications exigeant une haute confiance. Le

fficient de Matthews confirme cette supériorité en capturant mieux les véritables relations sous-jacentes, mais sa performance

lidation rigoureuse pour confirmer sa généalisabilité réelle.
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Visualisations : matrice de confusion, courbe ROC

Matrice de confusion
Les trois modéles montrent d'excellentes performances avec des AUC trés élevés (0.85 a 1.00), indiquant une forte capacité de
discrimination.
Random Forest - Performance parfaite :
e AUC=1.00 (performance maximale)
e Aucune erreur de classification (O faux positifs et faux négatifs)
« Précision et rappel parfaits (100)
Logistic Regression - Performance solide :
¢ AUC=0.85
e 70 ermeurs au total (39 faux positifs + 31 faux négatifs)
e |Légerement plus d'erreurs sur les vrais positifs

SVM - Performance intermédiaire :

=0.88
aux positifs + 20 faux négatifs)

istique (Moins de faux négatifs)
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-Comparaison des trois modeles

Matrices dg.Confusiop des Modéles

Logistic Regression SVM
AUC =0.85 AUC =1.00 AUC =0.88
160 140
. 120 = 140 =
) 3 8 0 g 2 120
8 £ £
z z 120 z
1
00 100
4 -4 100 -
5 5 5
2 2 2
[ s s
2 L 2 L p L
o 2 2
8 8 8
> > 60 >
60
60
= = “ =
3 3 3 0 3 38
& & 20 & “
4
0 20
Négatif Positif Négatif Positif Négatif Positif
Prédictions Prédictions Prédictions
Acc: 0.78 | Prec: 0.79 | Rec: 0.75 Acc: 1.00 | Prec: 1.00 | Rec: 1.00 Acc: 0.82 | Prec: 0.86 | Rec: 0.76
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Courbe ROC

L'analyse des courbes ROC confirme la hiérarchie observée précédemment. Le Random Forest domine avec un AUC parfait
de 1.000, sa courbe montant directement vers le coin supérieur gauche, indiquant une discrimination parfaite entre les
classes. Le SVM suit avec un AUC de 0.882, montrant une trés bonne performance, tandis que la régression logistique affiche
un AUC de 0.846, restant néanmoins bien supérieure au niveau aléatoire.

Les points rouges marquent les seuils optimaux, tous situés dans une zone de haute sensibilité (>0.75), suggérant que les
modeéles privilégient la détection des cas positifs. Cependant, la performance parfaite du Random Forest souléve des

questions sur un possible surapprentissage quiil convient de vérifier sur des données de test indépendantes pour confirmer sa

généalisabilité réelle.

g 2
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-Comparaison des trois modeles

Courbes ROC - Comparaison des Modéles

Taux de Vrais Positifs (Sensibilité)

= |ogistic Regression (AUC = 0.846)
=== Random Forest (AUC = 1.000)
= SVM (AUC = 0.882)

=== Classificateur aléatoire (AUC = 0.500)

04 06 08 1.0
Taux de Faux Positifs (1 - Spécificité)
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Conclusion

En conclusion, le choix de laméthode dimputation des valeurs manquantes a unimpact important sur la performance des modeles
prédictifs. Les méthodes simples comme l'imputation par moyenne, médiane ou mode montrent des limites importantes, notasnment
une perte dinformation et des résultats moins fiables. Les approches plus sophistiquées, telles que l'imputation par KNN ou par
régression, permettent de mieux préserver la structure des données et d'améliorer la qualité des prédictions. Par ailleurs, la suppression
des observations avec valeurs manquantes peut étre efficace lorsque le nombre de données manquantes est faible, mais doit étre
utilisée avec précaution pour éviter de biaiser I'analyse. Ainsi, il est recommandé de privilégier des méthodes d'imputation avancées

adaptées au contexte des données afin d'optimiser la performance des modéeles.
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